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冬期道路管理の効率的な実施等を推進する上で冬期路面のすべりやすさを把握することは重

要であり、より安価な路面すべり計測手法が必要とされている。本研究では、路面画像を用い

てAIにより路面すべり摩擦係数を推定する手法を開発し、推定精度検証を行った。その結果、

冬期の路面画像を用いて訓練した畳み込みニューラルネットワークと一般的なカメラで撮影し

た路面画像から路面すべり摩擦係数を推定できる可能性があることが明らかとなった。 
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1. はじめに 

(1) 研究に至る背景 

冬期の安全・快適な道路交通を維持する上で、路面雪

氷状態、特に路面のすべりやすさを把握することは重要

である。例えば、近年多発している冬期の急激な降雪や

気温低下は、スリップに起因する交通事故や大規模な車

両立ち往生等の冬期交通障害の主要な原因となっている。

多大な損害を発生させるこれらの事象を防止することは

道路管理者にとって最も重要な課題の1つである。この

ため、路面すべりやすさの現況値を把握することは、冬

期交通障害を防止するための作業（除雪や凍結防止剤散

布等）や道路通行止めの判断を適切に行う上で重要とな

る。また、路面すべりやすさに関する情報は道路管理者

のみならず道路利用者からの需要も存在する。例えば、

道路利用者が路面すべりやすさを把握することが出来れ

ば、スリップ事故回避や雪氷路面における車両の制御に

用いることが可能である。このような背景から、路面す

べりやすさの計測は後述するような様々な手法が提案さ

れている。 

 

(2) 路面すべりやすさの計測手法に関連する既往の研

究と課題 

路面すべりやすさの計測手法としては定性的な路面雪

氷状態（乾燥、圧雪等）の判別結果から路面すべりやす

さの概況を推測する手法、および路面のすべり摩擦係数

等を定量的に計測する手法が存在する。このうち、定性

的な路面雪氷状態は道路管理者等の目視による判別が従

来より行われている。一方で、目視による路面雪氷状態

の判別精度は、判別を行う者の主観や経験、天候等の影

響を受けて変化することが明らかとなっている 1)。この

ような問題を解決する手法としては、人の判断を介さな

い路面雪氷状態の判別手法が提案されている。例えば、

佐野はCCTVカメラで撮影された画像から路面の積雪の

有無や雪氷に覆われていない領域の割合を計測する手法

を提案している 2)。また、花塚らは車両のタイヤ内側に

取り付けた加速度センサによりタイヤに生じる振動を計

測し、振動の特徴から路面雪氷状態を 7種に判別する手

法を提案した 3)。近年では李らにより、深層学習を用い

て車載カメラ画像から路面雪氷状態を推定する手法も提

案されている 4)。このように、定性的な路面雪氷状態は

手法によっては安価かつ容易に判別することが可能であ

る。しかしながら、これらの手法で判別された路面雪氷

状態から路面すべりやすさを正確に推定することは必ず

しも容易ではない。例えば既往の研究では、シャーベッ

ト路面における路面すべり摩擦係数𝜇は路面雪氷層の厚

さや含氷率等の影響により0.2未満から0.8以上と非常に

広い範囲の値をとるため、定性的な路面雪氷状態と𝜇を

関連付けることは困難であることが報告されている 1)。 

一方で、路面すべりやすさを定量的に計測する手法と

しては振り子式スキッドレジスタンステスタを用いた手

法 5)が広く用いられているほか、車両の急制動時に生じ

る加速度を計測する手法 6)等が提案されている。これら

の手法は計測時に交通規制を要するため、冬期道路管理

等への活用を目的とした高頻度な路面すべりやすさの計

測には不向きである。このような欠点を解消するための

手法としては、車両に独立した計測輪と制動装置を搭載

し、計測輪にのみブレーキをかけることで生じた路面－

計測輪間の摩擦力を計測することで、一般車両の通行を

妨げることなく路面すべりやすさを計測する手法 7)が開

発されている。 

また、近年では広範囲の道路網におけるすべりやすい



SAIDA Akira, OHIRO Tomonori, HATAKEYAMA Osamu 

区間を把握することを目的として、走行経路上の路面す

べりやすさを線的に計測する手法が提案されている。路

面すべりやすさの線的計測の手法としては、車両進行方

向に対して斜めに取り付けられた計測輪に生じる横力か

ら路面すべりやすさを計測する手法 8)や、複数の波長が

異なる近赤外光を路面に照射し、近赤外光の反射率を計

測することで𝜇を計測する手法 9)等が開発されている。

これらの手法は定性的な路面雪氷状態判別結果からすべ

りやすさを推測する手法と比較して精度良く路面のすべ

りやすさを把握することが可能であるが、計測機器が総

じて高価（百万円～数千万円程度）、機器が大型・大重

量である、または取扱い方法が複雑である等の理由によ

り、路面すべりやすさの計測に大きな労力を要する等の

課題を有している。 

以上のように、既存の路面すべりやすさの計測手法は

計測精度、計測に要する費用および労力等の点で課題を

有しており、高精度、安価かつ簡単に路面すべりやすさ

を計測する手法が必要とされている。 

 

(3)  研究の目的  

本研究は、既存の路面すべりやすさ計測手法が有する

課題を解決し、安価、簡単かつ精度良く路面すべりやす

さを計測する手法を開発することを目的とする。本論文

では、 

1) 深層学習を用いて、路面を撮影した画像から𝜇を推

定する手法を提案する 

2) 上記手法によって得られた𝜇推定値と既存の路面す

べり計測装置による𝜇実測値を比較することで、提

案手法の路面すべり摩擦係数推定精度を確認する 

3) 本論文で提案する手法によって、冬期道路管理等

の現場で利用可能な情報機器（スマートフォン等）

および一般的なWebサーバ等を用いて𝜇を推定する

システムを構築および運用することが可能か、基

礎的な検討を行う 

ことを目的とする。 

 

2.  深層学習による路面すべり摩擦係数推定手法 

本研究では𝜇の推定手法として、深層学習の一種であ

る Convolutional Neural Network（畳み込みニューラルネッ

トワーク、以下 CNN）による画像分類手法を用いた。 

CNN による画像分類は畳み込み・プーリング等の処理

により画像の特徴量を抽出し、得られた特徴量を用いて

入力画像をいくつかのクラスに分類する手法であり、路

面評価分野では前述した李らによる定性的な路面雪氷状

態の判別 4)や全らによる舗装ひび割れ率の評価 10)等で用

いられている。本論文ではこれらの既往の研究を参考と

しつつ、𝜇を精度良く高速に推定する手法を提案する。 

本研究で提案する𝜇推定手法の概要を図-1 に示す。本

手法では、車載カメラ等で撮影した画像のうち𝜇の推定

を行いたい小領域を切り出し、切り出した画像を学習済

みCNNに入力することで𝜇を推定する。 

上記の手法を実現するためには、 CNN の学習を行う

ためのデータ（学習用データ）を多数用意し、未学習の

CNN に学習用データを入力することで CNN の学習を行

う必要がある。以下に本手法で用いた学習用データおよ

びCNNの詳細を示す。 

 

図-1 深層学習を用いた画像分類による路面すべり摩擦係数推定手法の概要 

 

図-2 学習用データ生成方法の概要 
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(1)  CNNの学習に用いるデータの概要 

図-2はCNNの学習に用いるデータの生成方法を示す。

本手法では、図-3に示す路面雪氷状態計測車両を用いて

収集された路面すべり抵抗値（HFN）および路面画像と

これらの計測位置・計測時刻を用いて学習用データを生

成する。HFNは計測車両後部に取り付けられた連続路面

すべり抵抗測定装置（Halliday Technology RT3）8)を用いて

計測する。連続路面すべり抵抗測定装置は車両進行方向

に対して数度傾いた状態で車両に固定された計測輪を有

し、走行中に計測輪に生じる横力を測定することで走行

区間のHFNを毎秒10回計測する。連続路面すべり抵抗測

定装置により計測されたHFNは計測機器独自の指標であ

るため、路面すべり計測機器間の計測値を比較した結果
8)を用いてHFNを路面すべり摩擦係数計測値𝜇𝑜𝑏𝑠に換算

する（図-2 (1a)）。同時に、計測車両のフロントガラス

に固定されたドライブレコーダー（JAF MEDIA WORKS 

DD-06、水平画角110度、垂直画角60度、最低検知照度

1lx）を用いて車両前方の画像を1920×1080ピクセル、毎

秒27フレームで記録し、得られたH.264 AVI形式の動画

を撮影間隔0.1秒毎の静止画像に変換する（図-2 (1b)）。

その後、𝜇𝑜𝑏𝑠と路面画像データの計測位置および時刻情

報を用いて𝜇𝑜𝑏𝑠と画像の紐付けを行う（図-2 (2)）。この

ようにして得られた静止画像には路面以外の領域も含ま

れているため、静止画像から計測車両の前照灯によって

路面が照らされる領域（計測車両から5m前方の幅2.5m×

奥行き5m程度の領域、幅224ピクセル×高さ112ピクセル）

を切り出す（図-2 (3)）。最後に、画像を𝜇𝑜𝑏𝑠に応じた8

つのクラス𝐶𝑜𝑏𝑠（𝐶𝑜𝑏𝑠 =1： 𝜇𝑜𝑏𝑠＜0.10、𝐶𝑜𝑏𝑠 =2：0.10

≦𝜇𝑜𝑏𝑠＜0.20、…、𝐶𝑜𝑏𝑠 =8：𝜇𝑜𝑏𝑠≧0.70）に分類し、

𝐶𝑜𝑏𝑠を画像に付与する（図-2 (4)）。この処理により、路

面画像に𝜇に関する情報が付与された学習用データを多

数生成する。 

なお、本手法では𝜇𝑜𝑏𝑠の信頼性が低くなる条件で得ら

れたデータ（計測車両の走行速度が 20km/h 以下または

計測車両のステアリング角度が 15 度以上であるデータ）

を除外して学習用データを生成した。また、路面画像に

車両やワイパー等が映り込んだデータは除外せず学習用

データとして用いた。 

 

(2) 路面すべり摩擦係数推定に用いたCNNの概要 

本研究では冬期道路管理の現場で安価かつ容易に路面

すべりやすさを計測する手法を開発することを目的とし

ている。この目的を達成するためには、一般に広く普及

している車載可能な情報機器で高速に推論処理が可能な

学習済みCNNを生成する必要がある。このため、本研

究では推論処理が高速かつ予測器のサイズが小さい

MobileNet V211)を𝜇推定のためのCNNとして用いる。本研

究で提案する手法では、2.(1)で生成した路面画像および

𝐶𝑜𝑏𝑠を学習用データとしてCNNに入力する。これにより、

入力画像を𝜇に応じた8つのクラス𝐶𝑖𝑛𝑓（𝐶𝑖𝑛𝑓 =1：𝜇＜

0.10、𝐶𝑖𝑛𝑓 =2：0.10≦𝜇＜0.20、…、𝐶𝑖𝑛𝑓 =8：𝜇≧0.70）

に分類する学習済みCNNを作成する。その後、本手法

では路面すべり摩擦係数推定値𝜇𝑖𝑛𝑓を求める。学習済み

CNNの出力値には𝐶𝑖𝑛𝑓の分類確率𝑝𝑖が含まれているため、

𝐶𝑖𝑛𝑓のクラス𝑖の𝜇中央値𝜇𝑖と𝑝𝑖を用いて𝜇𝑖𝑛𝑓を以下の式

で求める。 

                            𝜇𝑖𝑛𝑓 = ∑ 𝜇𝑖𝑝𝑖                         (1)

8

𝑖=1
 

 なお、𝜇≧0.7となるクラスの𝜇𝑖は𝜇𝑜𝑏𝑠の収集結果より

0.8とした。また、CNNの学習率は 2.0×10-6とし、最適化

関数はAdamを用いた。 

 

 

3. 路面すべり摩擦係数の推定精度検定および推

定処理時間検証の方法 

 

本研究では、前章に示す方法で日中（7時台～16時台）

および夜間（0時台～6時台および17時台～23時台）の𝜇

の推定を行うCNNをそれぞれ生成し、CNNによる𝜇の推

定精度検定を行った。CNNの学習用データは、北海道

札幌市、石狩市および苫小牧市の一般道路と北陸自動車

道富山IC～東海北陸自動車道福光IC間で2018年度から

2020年度の冬期に2. (1)で述べた方法で収集したデータを

用いた（日中のデータ数：927,199個、夜間のデータ数：

1,110,073個）。その後、学習用データ数を増やすために

上記データのうち画像切り出し位置を左右および上方向

に32ピクセルずらした学習用データを生成した。CNNの

学習では、これらの学習用データのうち80％をCNNの訓

練に、20％をCNNの検証に用いた。  

 生成した学習済みCNNによる𝜇推定精度の検定では、

上記の学習用データと異なる日時および路面雪氷状態で

収集された画像および𝜇𝑜𝑏𝑠を基に、2.(1)で示す方法で作

成した検定用データを用いた。日中の𝜇推定用CNNの精

度検定には2019/2/8の日中に一般国道231号 北33西2交差

点～八幡2丁目（区間長19.2km）の往路および復路で収

 

図-3 路面雪氷状態計測車両 

 

連続路面すべり抵抗測定装置 

ドライブレコーダー 
(フロントガラス中央に固定) 
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集されたデータ（𝜇実測データ数：7,007）を、夜間の𝜇

推定用CNNの精度検定には2021/1/12に札幌市二十四軒・

手稲通 北5西24交差点～富丘1-4交差点（区間長7.7km）

の往路および復路で収集されたデータ（𝜇実測データ

数：3,189）をそれぞれ用いた。CNNの学習および検定

は市販PC（CPU：AMD Ryzen Threadripper 3970X×1、

GPU：NVIDIA Geforce RTX 3090×1、メモリ：DDR4-3200 

16GB×4）を用いて、Python 3.8.8、TensorFlow 2.4.0および

OpenCV 4.0.1で実装したソフトウェアにより行った。 

 

 

4. 路面すべり摩擦係数の推定精度検定および推

定処理時間検証の結果 

 

図-4は2019/2/8日中の湿潤、圧雪および凍結路面下に

おいて一般国道231号で計測した𝜇𝑜𝑏𝑠（図中○）と𝜇𝑖𝑛𝑓

（図中実線）の路線縦断方向の空間分布を示す。本検定

用データの計測時は計測起点である北33西2交差点から

17～18kmおよび21～22kmの区間（石狩河口橋付近）で

は湿潤路面、それ以外の区間では圧雪または凍結路面で

あり、湿潤路面区間における𝜇𝑜𝑏𝑠は0.60から0.70程度、

圧雪・凍結路面区間における𝜇𝑜𝑏𝑠は0.15から0.45程度で

あった。𝜇𝑖𝑛𝑓は𝜇𝑜𝑏𝑠と良好に一致し、湿潤路面区間の

𝜇𝑖𝑛𝑓は0.30から0.60の値をとった。また、圧雪・凍結路

面区間の𝜇𝑖𝑛𝑓は概ね0.25から0.35程度であり、𝜇𝑜𝑏𝑠と比較

するとやや狭い範囲の値をとった。一方で、計測区間内

に散在する𝜇𝑜𝑏𝑠が0.1未満となった区間では𝜇𝑖𝑛𝑓は 0.20か

ら0.35程度であり、両者には大きな差が生じた。なお、

本ケースにおける𝜇𝑖𝑛𝑓の二乗平方平均誤差（RMSE）は

0.095、平均絶対誤差（MAE）は0.071および𝜇推定誤差の

標準偏差は0.095であった。 

 図-5は検定用データのうち、2021/1/12夜間に湿潤およ

びシャーベット路面下において二十四軒・手稲通で計測

した𝜇𝑖𝑛𝑓と𝜇𝑜𝑏𝑠の路線縦断方向の空間分布を示す。𝜇𝑖𝑛𝑓

は数百m程度の距離で変動する𝜇𝑜𝑏𝑠の傾向を概ね捉える

ことができた。他方、𝜇𝑖𝑛𝑓は𝜇𝑜𝑏𝑠と比較して短距離で大

きく変動する傾向にあり局所的な𝜇𝑜𝑏𝑠の変化を検出する

ことは出来なかった。本ケースの𝜇𝑖𝑛𝑓のRMSEは0.148、

MAEは0.115および𝜇推定誤差の標準偏差は0.151であった。

なお、2019/2/8日中および2021/1/12夜間の両ケースにおけ

る𝜇推定誤差の標準偏差は0.116となった。 

 なお、既存の路面すべり計測手法のうち、近赤外光を

用いた非接触路面すべり計測装置の𝜇推定誤差の標準偏

差は0.10程度である12)。以上の結果より、本研究で提案

する𝜇推定手法は、特殊な装置を用いることなく、従来

の路面すべり計測装置に近い精度で𝜇を推定できる可能

性があることが明らかとなった。しかしながら、本検証

結果は限られた区間および路面雪氷状態において得られ

たものであるため、今後はより多様な条件下で𝜇の推定

精度を確認する必要がある。 

 

 

 

図-5 2021/1/12夜間の二十四軒・手稲通における路面すべり摩擦係数実測値と推定値の路線縦断方向空間分布 

 

図-4 2019/2/8日中の一般国道 231号 KP0～KP19における路面すべり摩擦係数実測値と推定値の路線縦断方向空間分布 
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5. 深層学習を用いた路面すべり摩擦係数推定シ

ステムの開発 

 

 本研究では、2.で述べた手法によりスマートフォン等

の携帯端末を用いて𝜇を推定し、推定結果および路面画

像を収集・閲覧するためのシステム（路面すべり摩擦係

数推定システム）の試作を行った。本システムでは、端

末のOS等によらず様々な環境下で𝜇推定の実施や推定結

果の確認を可能とするために、Webブラウザ上で動作す

るシステムとした。本システムのうち𝜇推定を行うアプ

リケーションでは、Webブラウザにビデオ会議や画面共

有等の機能を実装するための機能であるWebRTC APIを

用いることで、端末のカメラにアクセスし1秒毎に画像

を撮影する。その後、Webブラウザ上で動作可能な形式

に変換13)した学習済みモデルに撮影した画像を入力する

ことで𝜇の推定処理を行う。本アプリケーションを用い

て𝜇の推定を行う際は、スマートフォン等のカメラが搭

載された端末からアプリケーション実行用のURLにアク

セスし、 𝜇の推定を行いたい箇所に端末のカメラを向け

る。これにより、図-6のように端末の画面中央枠内に映

っている領域の𝜇推定が行われ、𝜇推定結果が表示され

る。また、本アプリケーションで得られた𝜇推定結果お

よび路面画像は随時Webサーバにアップロードされる。

アップロードされた𝜇推定結果および路面画像はWebサ

ーバ上に構築したデータ集計システムに記録され、図-7

に示すように道路事務所等の遠隔地から𝜇推定結果や路

面画像を確認することが可能となる。 

 本研究では、深層学習を用いた𝜇推定システムを安価

かつ簡単に構築可能であるか基礎的な検証を行った。検

証では、新旧様々な機種のスマートフォン上で𝜇推定を

行うアプリケーションを実行し実際の端末上で𝜇推定処

理が可能であるか確認するとともに、Webサーバ上にデ

ータ集計システムの構築を行い、同システムの運用試験

を行った。 

 表-1は各スマートフォン端末で𝜇推定を行うアプリケ

ーションを実行したときの𝜇推定処理に要した時間を示

す。なお、本検証では𝜇推定処理を10回行い、𝜇推定処

理に要した時間の平均値、最小値および最大値を求めた。

𝜇推定処理に要した時間はスマートフォンの機種により

大きく異なるが、2022年時点で発売から5年以上経過し

た古い端末（iPhone 6s）や廉価な端末（ASUS Zenfone 4 

Max）を用いた場合でも200msecから300msec程度の時間

で𝜇推定処理が可能であることが明らかとなった。この

結果は60km/hで走行する車両に上記の端末を搭載し𝜇推

定を行った場合、走行経路上の𝜇を概ね3mから5mの間

隔で推定可能であることを意味する。また、高性能な端

末を用いると𝜇推定処理に要する時間は100msec以下とな

った。この結果は、本手法は車両前方のすべりやすい箇

所を検出することで凍結防止剤散布装置等の自動制御を

行う等のリアルタイム性が要求される用途にも利用でき

る可能性があることを示唆している。 

また、本検証では路面すべり摩擦係数推定システムを

一般的なレンタルWebサーバ（さくらインターネットレ

ンタルサーバ）上に構築し、2021/12/1より運用試験を行

 
図-7 路面すべり摩擦係数推定結果の閲覧画面 

  

図-6 路面すべり摩擦係数 

推定アプリケーションの実行例 

表-1 路面すべり摩擦係数の推定処理に要した時間 

 

使用機器 (発売年) 平均推定 

時間(msec) 

最小推定 

時間(msec) 

最大推定 

時間(msec) 

Sony Xperia 1 III 

(2021) 

38 32 47 

Samsung Galaxy S9+ 

(2018) 
52 41 79 

ASUS Zenfone 4 

Max (2017) 
241 209 285 

Apple iPhone 6s 

(2016) 
172 139 246 

 

 

https://www.mdoss.net/web… 
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っている。2022/1/14現在における本システムへのアクセ

ス数は最大で約3300件/日、𝜇推定地点数は最大で約3000

地点/日であるが、サーバの過負荷等によるシステム障

害等は発生していない。また、本システムで使用してい

るWebサーバのデータ転送量も、上記レンタルWebサー

バの許容転送量（900GB/日）と比較して十分小さく（最

大180MB/日）、路面すべり摩擦係数推定システムを安

定的に運用可能であることを確認した。 

以上の結果より、本研究で開発した路面すべり摩擦係

数推定システムを用いると、一般的なスマートフォンや

レンタルWebサーバを用いて安価かつ簡単に路面の𝜇推

定や𝜇推定結果の集計・配信を実現できる可能性がある

ことが明らかとなった。 

 

 

6.  おわりに 

 

本研究では、深層学習を用いて路面を撮影した画像の

みから路面すべり摩擦係数を推定する手法を提案した。

また、本手法により冬期道路の路面すべり摩擦係数推定

を行い、路面すべり摩擦係数の推定精度について検証を

行った。さらに、本手法を用いた路面すべり摩擦係数推

定システムを試作し、システムの実用性について基礎的

な検証を行った。以下に得られた結果を示す。 

 

 車載カメラにより撮影された画像と連続路面す

べり抵抗測定装置による路面すべり実測値を用

いてCNNを学習させることで、路面画像のみを

入力することで路面すべり摩擦係数を推定する

手法を開発した 

 上記手法による路面すべり摩擦係数推定値の二

乗平方平均誤差は日中で0.10程度、夜間で0.15程

度であり、本手法を用いて路面すべり摩擦係数

を推定できる可能性があることが明らかとなっ

た 

 本手法を活用することで、一般的なスマートフ

ォンやWebサーバ等を用いて安価・簡単に路面

すべり摩擦係数の推定および推定結果の集計・

配信を実現できる可能性があることが明らかと

なった 

 

今後はより多様な条件下での路面すべり摩擦係数推定

精度の検証を行うとともに、学習用データの追加や学習

用データに用いる路面画像の空間分解能改善等による路

面すべり摩擦係数推定精度の向上を試みる。 
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